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RESUMO

No presente trabalho é apresentado um estudo sobre o framework low-code PyCaret. Esse
framework seleciona modelos de Aprendizado de Méquina de forma automatizada (AutoML),
englobando pré-processamento, selecdo de caracteristicas e previsdo de resultados. No campo
do Agronegécio, uma das possiveis aplicacdes do framework é a previsdo de produtividade
agricola, medida em toneladas de cana por hectare (TCH), em usinas brasileiras. Deste modo,
0 presente estudo concentrou-se em aplicar o framework low-code para realizar a previséo do
TCH, que realizou a avaliacdo de varios modelos de regressdo. O estudo ainda apresentou uma
comparacao entre os dois métodos que apresentaram os melhores desempenhos, segundo o
framework, a partir das métricas de avaliacdo adotadas. Os resultados apresentados apos a
validacdo do modelo, em cenarios agricolas reais, indicaram a presenca de outliers e outros
problemas que explicaram a selecdo de determinados algoritmos. O estudo contribui para a
compreensdo do uso de AutoML na agricultura de precisao, apresentando algoritmos, validagédo
de modelos e limitacGes do uso do framework.

Palavras-chave: AutoML. TCH. Cana-de-agucar. PyCaret. Framework. Agricultura de
Preciséo.

ABSTRACT

This paper presents a study of the low-code PyCaret framework. This framework selects
Machine Learning (AutoML) models automatically, encompassing preprocessing, feature
selection, and result prediction. In the agribusiness field, one of the framework's potential
applications is forecasting agricultural productivity, measured in tons of sugarcane per hectare
(TCH), in Brazilian mills. Therefore, this study focused on applying the low-code framework to
forecast TCH, evaluating several regression models. The study also compared the two methods
that, according to the framework, performed the best performance based on the adopted
evaluation metrics. The results presented after model validation in real agricultural scenarios
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indicated the presence of outliers and other issues that explained the selection of certain
algorithms. The study contributes to the understanding of the use of AutoML in precision
agriculture by presenting algorithms, model validation, and limitations of the framework’s use.

Keywords: AutoML. TCH. Sugarcane. PyCaret. Framework. Precision Agriculture.

1 INTRODUCAO

A safra 2024/25 de cana-de-agucar no Brasil apresentou producéo estimada em 676,96
milhGes de toneladas, consolidando o pais como maior produtor mundial desta cultura. O setor
sucroenergético brasileiro é responsavel por aproximadamente 2% do PIB nacional e gera mais
de 800 mil empregos diretos, demonstrando sua relevancia econémica e social (Conab, 2025).

Neste contexto, a predicdo precisa da produtividade, medida por meio da métrica
Toneladas de Cana por Hectare (THC), constitui um desafio cientifico e tecnoldgico
fundamental para otimizac&o dos processos produtivos. O TCH representa o principal indicador
de produtividade utilizado no setor sucroenergético, influenciando diretamente decisGes
estratégicas relacionadas ao planejamento da safra, dimensionamento da capacidade industrial,
logistica de transporte e viabilidade econdmica dos empreendimentos (Pedregosa et al., 2011,
Scarpari, 2002).

O Aprendizado de Maquina Automatizado (AutoML) surge como uma solucdo
promissora para analisar 0 acesso a estas tecnologias avancadas, automatizando tarefas
complexas como selecdo de algoritmos, otimizacdo de hiper parametros e validacdo de
modelos. O framework PyCaret, desenvolvida especificamente para facilitar a implementacéao
de workflows de aprendizado de maquina, representa uma ferramenta particularmente adequada
para esta finalidade (Ali, 2020; Parekh, 2023).

Portanto o presente estudo buscou desenvolver uma solugdo de predigdo de TCH
baseado em AutoML, utilizando o framework PyCaret para comparacdo sistemtica de
algoritmos de regressao e implementacéo de interface web acessivel para aplicacéo pratica no

setor sucroenergeético. Os objetivos do presente estudo séo:

1. Analisar tecnicamente a arquitetura do framework PyCaret, identificando os

mecanismos internos de selecdo automatica de algoritmos de aprendizado de maquina.

Interface Tecnoldgica — v. 22 n. 2 (2025) — ISSN (On-Line) 2447-0864 - (CC BY 4.0)



292

INTERFACE R TR

2. Comparar sistematicamente os 2 melhores algoritmos de regressdo de acordo com as

meétricas estabelecidas no framework.

3. Realizar validagdo dos modelos dos algoritmos utilizando métricas adotadas em

problemas de regressao.

O presente estudo esta organizado em: lintroducdo; 2 Fundamentacdo Teorica; 3

Materiais e Métodos; 4 Resultados; 5 Conclusoes e Referéncias.

2 FUNDAMENTAGAO TEORICA
A presente Secdo apresenta toda a fundamentacao deste estudo, segmentados em: 2.1
Aprendizado de Méquina Automatizado (AutoML); 2.2 Framework PyCaret: Arquitetura e

Funcionalidades; 2.3 Validacdo Cruzada k-Fold Cross-Validation e; 2.4 Métricas de avaliagao.

2.1 aprendizado de Maquina Automatizado (AutoML)

A existéncia de uma vasta gama de algoritmos, incluindo os complexos métodos de
ensemble discutidos anteriormente, torna a tarefa de selecionar, configurar e otimizar
manualmente o melhor modelo para um dado problema um processo arduo, demorado e que
exige profundo conhecimento especializado. E para este desafio que emerge o paradigma do
Aprendizado de Maquina Automatizado (AutoML) (He; Zhao; Chu, 2021).

O AutoML promete uma mudanca de funcionamento na &rea da ciéncia de dados,
buscando automatizar o processo de ponta a ponta do desenvolvimento de modelos de machine
learning. Esta abordagem surge como resposta a crescente complexidade dos workflows e a
necessidade de democratizar o acesso a estas tecnologias. O escopo do AutoML, conforme
definido pela literatura, abrange a automacdo de todo o pipeline, incluindo o pré-
processamento, a selecdo do algoritmo, a otimizagéo de seus hiper parametros e a construcéo
de ensembles. O objetivo fundamental é transformar o processo, tradicionalmente artesanal, em

uma busca sistematica, eficiente e mais acessivel (He; Zhao; Chu, 2021).

2.2 Framework PyCaret: Arquitetura e Funcionalidades

Para operacionalizar os conceitos de Aprendizado de Maquina Automatizado (AutoML)
em um fluxo prético, sistematico e reprodutivel para a predicdo de TCH, este estudo adotou a
biblioteca open-source PyCaret. Seu design centrado na produtividade e abordagem low-code
foram decisivos para a conducdo dos experimentos. O PyCaret foi desenvolvido com a filosofia
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de democratizar 0 acesso a técnicas avancadas de machine learning, permitindo que o
pesquisador foque na analise do problema e na interpretacdo dos resultados, em vez de lidar
com a complexidade da codificacdo (Parekh, 2023).

A robustez da biblioteca deriva de sua arquitetura, construida sobre pilares consolidados
do ecossistema Python de ciéncia de dados, como scikit-learn, pandas, numpy, matplotlib e
plotly. O PyCaret atua como um orquestrador de alto nivel, integrando essas bibliotecas para
garantir confiabilidade, escalabilidade e desempenho ao fluxo preditivo (Parekh, 2023).

2.3 Validacdo Cruzada k-Fold cross-validation

Ao treinar um modelo de machine learning, um dos maiores desafios é garantir que sua
performance seja generalizavel para dados futuros. Uma abordagem simples seria dividir os
dados uma Unica vez em treino e teste, mas essa estratégia apresenta uma fraqueza significativa:
o resultado pode variar drasticamente dependendo da divisdo aleatoria, gerando otimismo irreal

sobre o desempenho.

Para superar essa limitacdo, este trabalho empregou a validagdo cruzada k-fold,
considerada padré@o-ouro para avaliacdo de modelos (Hastie, 2009). O processo, implementado
através da funcdo setup() do PyCaret com fold=10, funciona da seguinte forma: O
particionamento de dados é realizado a partir do conjunto de dados dado. Este € dividido em
k = 10 folds (particbes) de tamanho aproximadamente igual. Entdo o processo iterativo é
iniciado. Para cada fold, o modelo é treinado nos outros 9 folds e validado no fold restante.
Quando finalizada esta etapa. A proxima etapa do método de é avaliagdo do modelo. Para cada
tarefa especifica de Aprendizado de Maquina, um tipo de métricas de performance deve ser
escolhida para realizacdo do célculo para cada uma das 10 iteracbes. A performance final do

modelo é a média dos 10 resultados individuais (Hastie, 2009).

Esta abordagem garante que cada subconjunto de dados seja utilizado tanto para treino
quanto para validacdo. Para tarefas de classificacdo as métricas comumente adotadas sdo:
Acuracia, Precisdo, F1-Score e Revogacdo. Para a tarefa de Regresséo as métricas mais comuns
de avaliacdo sdo: Média Absoluta de Erro (MAE), Média Quadrada de Erro (MSE), Raiz da
média Absoluta de Erro (RMAE) e Raiz Média Quadrada de Erro (RMSE) sendo essa Ultima
escolhida para deteccdo de resultados com bastante variancia e anomalias (Filho, 2018). O

processo do k-fold Cross-Validation é ilustrado esquematicamente na Figura 1, na parte de
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robustez estatistica.

Figural- Representacio esquematica do processo de validagdo cruzada com k=10.

Validacao cruzada com k-fold =10

Conjunto de treino

10 folds

Conjunto de dados

Conjunto de teste

10 folds

Fonte: Elaborada pelo autor.

2.4 Métricas de avaliacao

Para a comparacao de métodos de forma quantitativa o desempenho dos algoritmos, é
necessario selecionar uma métrica alinhada aos objetivos do problema. Este trabalho adotou
duas métricas dadas: o Erro Médio Absoluto (MAE), e a Raiz do Erro Médio Quadrado
(RMSE). O MAE ¢ definido na Equacéo 1 dada:

n
1
MAE = ;lzllyi - yll' (1)
=

no qual n € o nimero total de observacdes (talhGes), y; é o valor de TCH predito pelo modelo

para a observacdo y; € o valor de TCH real para a observacao i.

O RMSE é apresentado como segundo critério na Equacéo 2:

n 5. — 17.)2
RMSE =\/ lzl(y;l yl), (2)

no qual as varidveis utilizadas sdo as mesmas ja apresentadas na Equacao 1.
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A caracteristica fundamental do RMSE reside no termo (9; — y;)?. Ao elevar o erro ao
quadrado, a métrica ndo apenas penaliza erros maiores, mas o faz de forma exponencial. 1sso
significa que um unico talhdo cuja produtividade foi prevista com um erro de 20 t/ha contribui
para 0 RMSE total mais do que quatro talhées com erros de 10 t/ha cada. No contexto do
planejamento agroindustrial, essa sensibilidade é uma vantagem estratégica. A subestimacédo
dréastica de um talhdo de alta produtividade pode levar a perda de matéria-prima por falta de
capacidade logistica no pico da colheita. Inversamente, a superestimacdo pode resultar em

ociosidade de frentes de colheita e caminhdes, um custo operacional direto.

Ao contrério do Erro Absoluto Médio (MAE), que trata todos os erros de forma linear
e igualitaria, o RMSE forca o algoritmo a dar prioridade maxima a reducéo desses desvios
extremos, que sdo 0s mais disruptivos para a operagao. Portanto, ao otimizar o modelo para
minimizar o RMSE, estamos implicitamente alinhando o objetivo estatistico do modelo ao
objetivo de negocio: mitigar os riscos associados as previsdes mais imprecisas e aumentar a

confiabilidade do planejamento de safra (Chai; Draxler, 2014).

3 MATERIAIS E METODOS

Na presente Secdo sdo apresentados os materiais e métodos do presente estudo,

segmentados em: 3.1 Conjunto de dados e; 3.2 Configuracdo do framework.

3.1 Conjunto de Dados

O conjunto de dados utilizado neste estudo é proveniente de registros operacionais e
agronémicos de uma usina sucroenergética brasileira, representando um histérico produtivo
real em nivel de talhdo. Os dados foram extraidos de sistemas de gestéo agricola (ERP Agricola)
e submetidos a um processo de selecdo de caracteristicas (feature selection), resultando em um

arquivo estruturado (base_modelo.csv).

O recorte final dos dados considerados para compor o Dataset foi definido contendo
9.147 registros unicos, no qual cada registro corresponde a um talhdo colhido em uma
determinada safra, e 19 variaveis (dimensbes). O Dataset abrange um periodo de maultiplas
safras (2018-2023), englobando algumas condigOes que para a constru¢do de um modelo, tais
como: variabilidade Genetica, multiplas variedades de cana-de-agUcar; variabilidade edéfica,
diferentes tipos de solo (Latossolo, Argissolo); variabilidade de manejo, distintos estagios de
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corte e sistemas de irrigacdo e; variabilidade climatica, registros de estacfes meteorologicas
locais. Esta heterogeneidade multifatorial assegura a capacidade de generalizagcdo dos modelos
treinados, condicao essencial para aplicabilidade operacional (Benjamin et al., 2023).

3.2 Configuracgdes do Framework

Este estudo caracteriza-se como pesquisa aplicada de natureza quantitativa, com
abordagem empirico-analitica, voltada ao desenvolvimento e validacdo de modelos preditivos
de produtividade agricola (TCH) utilizando técnicas de AutoML via PyCaret. Adota-se 0
paradigma hipotético-dedutivo (Popper, 2005), no qual uma hipdtese central é submetida a

testes empiricos rigorosos através de experimentacao controlada e analise estatistica.

Para a configuracdo do framework foi necessario preencher varios parametros para a
AutoML realize a identificacdo de modelos preditivos de TCH com desempenho melhor na
métricas de avaliacdo RMSE, na qual RMSE deve ser inferior 8,5 t/ha, valor estimado em

medic¢es anteriores (baseline)

Apos a configuracdo do framework, o motor AutoML realiza a etapa de treinamento,
que nesse caso particular é executar a comparacao sistematica de varios algoritmos de regressao
utilizando a linha de codigo compare_models(). Por fim a avaliagdo € apresentada para

validar os modelos comparados (He; Zhao; Chu, 2021).

Apds todos os parametros serem definido, eles sdo inseridos e executados na funcéo
setup() do framework PyCaret. Nessa etapa serdo executados todos os algoritmos disponiveis
na base do PyCaret para a tarefa de regressdo e os melhores serdo apresentados com seus
respectivos resultados.

O trecho de codigo abaixo detalha a configuracdo da funcédo setup().

s = setup(
data=df,
target='QT TCHREALIZADO',
session_id=42,
normalize=True,
transformation=True,
remove multicollinearity=True,
multicollinearity threshold=0.9,
fold=10,
verbose=False
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Na Tabela 1, sdo apresentadas de forma detalhada os principais parametros de

configuracao.

Tabelal- Parametros Completos da Funcao setup() do PyCaret

Parémetro Valor/Config Justificativa Técnica
_ DataFrame Base de dados com 9.147 registros para
data=df P - -
principal treinamento e validacéo
target="QT_TCHREALIZADO' Variavel alvo Produtividade de TCH (t/ha) como

variavel dependente a ser predita

Garantia de reprodutibilidade em

session_id=42 Semente fixa - b
processos estocasticos e particionamento
o . Padronizagdo Z-score para algoritmos
normalize=True Ativado sensiveis a escala (regressoes, SVR, KNN)
L - Transformacdo Yeo-Johnson para
transformation=True Ativado normalizar distribuicOes assimétricas
Remocé&o automatica de varidveis com
remove_multicollinearity=True Ativado correlagdo > 0.9 para estabilidade do
modelo
multicollinearity_threshold=0.9 Limiar de 0.9 _Crlte_r!o de co_rrel_a(;ao de Pearson para
identificar varidveis redundantes
fold=10 10 particdes Vqlldagao cruz_ff\da robusta (k_—folg) para
estimativa confiavel de generalizagéo
verbose=False Desativado Supresséo de logs detalhados para

execucdo limpa em ambiente de produgdo

Fonte: Elaborado pelo autor.

A avaliacdo da performance e a validacdo da capacidade de generalizacdo dos modelos
seguiram um protocolo rigoroso de duas fases, desenhado para garantir uma estimativa realista

e ndo enviesada do desempenho.

Na etapa de Selecédo (Via Validacdo Cruzada): Na etapa de comparacdo de modelos, a
performance de cada algoritmo foi estimada utilizando um procedimento de validagdo cruzada
estratificada com k=10. Este método consiste em dividir os dados de treino em 10 particdes,
treinando e avaliando cada modelo 10 vezes, de modo que cada particdo seja utilizada como
conjunto de validagdo uma unica vez. A performance final de cada modelo nesta fase foi a

média dos resultados das 10 iteragdes. O RMSE foi a métrica priméria utilizada para ordenar e
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selecionar o algoritmo mais promissor, dada sua sensibilidade a erros de grande magnitude. A
aplicacdo da metodologia de validacdo cruzada k-fold e a classificagdo dos algoritmos com base
na métrica RMSE culminaram na identificacao de dois modelos com desempenho superior para
a predicdo de TCH: o Huber Regressor (Huber, 1992) e o Light Gradient Boosting Machine
(LightGBM) (Ke et al., 2017).

4 RESULTADOS E DISCUSSAO

No presente capitulo é apresentado os resultados obtidos a partir da aplicacdo da
metodologia de AutoML. O foco da anélise é a comparagdo sistematica dos algoritmos de
regressédo, a avaliacdo aprofundada do modelo Huber Regressor e a discusséo das implicagdes

praticas dos achados para a predi¢cdo de produtividade da cana-de-actucar (TCH).

A presenca de um modelo linear robusto (Huber Regressor) e de um algoritmo de
ensemble ndo linear (LightGBM) entre os melhores resultados evidencia a importancia de se
testar diferentes familias de modelos para problemas complexos como a predicdo de TCH.
Enquanto o Huber Regressor se destacou pela capacidade de lidar com outliers e fornecer
previsdes estaveis em cenarios com dados ruidosos, o LightGBM mostrou-se superior na
modelagem de relacGes ndo lineares e interacbes entre maltiplas variaveis agronémicas. Essa
diversidade reforga a relevéancia de ferramentas de AutoML, como o PyCaret, que facilitam a

experimentacao sistematica e a comparacdo entre algoritmos.

4.1 Analise Comparativa e Selecdo do Modelo

A selecdo do modelo foi realizada por meio de um processo competitivo automatizado,
utilizando a funcdo compare_models() do PyCaret. Mais de 15 algoritmos de regressao foram
treinados e avaliados sob protocolo de validagdo cruzada estratificada (10-fold). A Tabela 8
apresenta os resultados de desempenho dos dois principais modelos selecionados para este

estudo, ordenados pela métrica priméaria de avaliagdo, RMSE.

A anélise da tabela demonstra que o Huber Regressor alcan¢cou o menor RMSE meédio

(182,67 t/ha), estabelecendo-se como 0 modelo de melhor desempenho sob o critério primario.
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O LightGBM, embora seja um ensemble de ultima geracédo (Ke et al., 2017), apresentou RMSE

superior (192,54 t/ha), como apresentado no Gréfico 1.

Tabela2 - Desempenho Comparativo dos Modelos de Regresséo (Validacdo Cruzada)

Modelo MAE (t/ha) RMSE (t/ha) Tempo (s)
Huber Regressor 21.35 182.67 9.03
Light Gradient Boosting Machine 23.46 192.54 50.25

Fonte: Elaborado pelo autor.

4.2 Titulo de subsecdo/subtitulo da se¢éo

Os resultados deste estudo, em conjunto, contam uma histéria coesa. A superioridade
do Huber Regressor sobre ensembles mais complexos, como LightGBM, sugere que a principal
caracteristica para modelar os dados deste problema néo foi a capacidade de capturar interacdes
complexas, mas sim a robustez para lidar com a alta variabilidade e os outliers inerentes aos
dados agricolas (Huber, 1964).

Gréaficol- Comparativo de Erros entre as técnicas Huber Regressor e LightGBM

10-Fold Cross-Validation

250
200
150
100
50
0 I [
Huber Regressor Light Gradient Boosting
Machine

B MAE (t/ha) RMSE (t/ha)
Fonte: Elaborada pelo autor
A escolha do Huber Regressor foi justificada por critérios praticos e metodoldgicos
observados ao longo do estudo. Primeiro, ao comparar diretamente os desempenhos, o Huber
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Regressor apresentou resultados mais estaveis e menos sensiveis a oscilacbes extremas dos
dados, enquanto o LightGBM, embora sofisticado e capaz de modelar relagdes ndo-lineares,
mostrou-se mais suscetivel a influéncia de outliers presentes na base. Essa diferenga foi
perceptivel tanto nas métricas de erro quanto na consisténcia das previsdes em conjuntos de

validacdo e teste.

Além disso, a implementacéo via framework low-code PyCaret, destacou a importancia
de solucdes que conciliem facilidade de uso, replicabilidade e estabilidade dos resultados. O
Huber Regressor demonstrou ser ndo apenas eficaz, mas também transparente e facilmente
interpretavel, facilitando a comunicacédo dos resultados para equipes multidisciplinares e para a

tomada de deciséo operacional.

5 CONCLUSAO

Este trabalho teve como objetivo avaliar o potencial do Aprendizado de Maqguina
Automatizado (AutoML), com énfase no uso do framework PyCaret, para a predicdo da
produtividade agricola (TCH) em usinas de cana-de-acUcar. A hipdtese central era que o
AutoML permitiria identificar modelos preditivos robustos, capazes de superar abordagens

manuais em cenarios de dados agricolas complexos.

Os resultados demonstraram que, entre varios algoritmos avaliados, o Huber Regressor
apresentou 0s menores erros nos critérios de avaliacao selecionados, superando outros modelos
como o LightGBM. O desempenho do Huber Regressor manteve-se estavel testes realizados,

apresentando a presenca de outliers sobre as previsdes do TCH.

Embora o PyCaret ofereca métricas padrdo para avaliacdo de modelos, a customizacgédo
de métricas especificas ou a implementacdo de estratégias de avaliacdo ndo convencionais pode
ser restrita, o que limita a analise em cenarios que exigem critérios diferenciados de
performance reforcando a necessidade de avalia¢Ges criticas ao adotar frameworks low-code
em projetos cientificos, especialmente quando o objetivo é garantir maxima flexibilidade,

transparéncia e controle sobre o desenvolvimento de modelos preditivos.

Como trabalhos futuros testes com abordagens hibridas e redes profundas, tais como:
redes neurais e modelos hibridos, sdo planejados, com o objetivo de estudar o comportamento

de relagdes ndo lineares e melhorar interagcdes complexas.
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